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°* Se usan priors.
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2. Teorema de Bayes

Priors
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Inferencia bayesiana

No solo nos interesa el pico de la distribucion sino todos los valores.
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Inferencia bayesiana

El denominador se llama la verosimilitud marginal de los datos...

... que resulta ser

super dificil de calcular!

P(X | 0)P(0)
PO | X) =
01%) = =
. o Likelihood * Prior
PosteriorProbability =

MarginalLikelihood

P(X) = /9 P(X | 6)P(6)d0

P(X) = /9 | /92 /93 P(X | 61, 65,05)P(6;)P(6,)P(65)d0,d0,d03
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Cadenas de Markov Monte Carlo (MCMC)

Usamos Cadenas de Markov Monte Carlo (MCMC) para aproximar distribuciones
posteriores de los modelos Bayesianos.

MCMC es un algoritmo que muestrea la distribucion a posteriori sin necesidad de calcular la
verosimilitud marginal.

-Esto es posible ya que compara el numerador del teorema de Bayes entre dos
muestras.



Cadenas de Markov Monte Carlo (MCMC)

Let’'s go through an example
with two parameters:

91 and 92
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1. Initialize the chain by randomly choosing a starting value for every parameter (61 and 6-)
2. Choose one parameter at random, e.g., 6-

3. Propose a new value for the parameter, 9+
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| P(X[6) _ P(B)

R = min |1, X
P(X | 61) P(6)




Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

[ P(X[8)  P@)
R = min |1, P(X [ 0,) X B6,)

N

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

o o




Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

. Propose a new value for the parameter, 6+
. Compute the acceptance probability-

[ P(X[8)  P@)
R = min |1, P(X [ 0,) X B6,)

N N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02
7. Go back to step 2 (repeat many many times).

o))




Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

. Propose a new value for the parameter, 6+
. Compute the acceptance probability-

[ P(X[8)  P@)
R = min |1, P(X [ 0,) X B6,)

N N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

7. Go back to step 2 (repeat many Imany times).

o))



Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

|, Px 18 PO
R = min |1, P(X [ 0,) X P(6,)

N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

7. Go back to step 2 (repeat MaNy MaNy times).

o))

L o



Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

|, Px 18 PO
R = min |1, P(X [ 0,) X P(6,)

N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

7. Go back to step 2 (repeat MaNy MaNy times).

o))



Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

[ P(X[8)  P@)
R = min |1, P(X [ 0,) X B6,)

N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02 o

7. Go back to step 2 (repeat MaNy IMaMy times).

o))



Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

|, Px 18 PO
R = min |1, P(X [ 0,) X P(6,)

N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

7. Go back to step 2 (repeat MaNy IMaMy times).

o))



Cadenas de Markov Monte Carlo (MCMC)

Initialize the chain by randomly choosing a starting value for every parameter (61 and 62)
Choose one parameter at random, e.g., 61

Propose a new value for the parameter, 6-
. Compute the acceptance probability-

[ P(X[8)  P@)
R = min |1, P(X [ 0,) X B6,)

N

O

Draw u~U(0,1). If u<R, accept the proposal; otherwise, reject it.
. Accept or reject the proposal 02

7. Go back to step 2 (repeat IMIANY many times).

o))




Cadenas de Markov Monte Carlo (MCMC)

Al final de la MCMC, tenemos una muestra de |a distribucion posterior de
todos los parametros.
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Al final de la MCMC, tenemos una muestra de la distribucion posterior de todos los
parametros.
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Al final de la MCMC, tenemos una muestra de la distribucion posterior de todos los
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Ventajas practicas de la inferencia bayesiana:

- Incorpora medidas de incertidumbre gue son directas de obtener y faciles de interpretar
- Probablilidades posteriores, intervalos de credibilidad, etc.

- Los modelos jerarquicos son faciles de implementar mediante el teorema de Bayes.
- Se pueden incorporar distintas fuentes de informacion.
- Es relativamente sencillo implementar modelos de inferencia conjunta.

Sin embargo, hay un trade-off:
- Al Igual que en ML, los resultados pueden ser sensibles al modelo que se asume.
- Especificar priors, puede ser complicado y tener efectos no anticipados.
- Se usan MCMCs, y estas pueden consumir mucho tiempo y en ocasiones fallar.



Podemos realizar nuestra inferencia bayesiana
con varios programas:




¢, Por que RevBayes?

e e ) o » Lenguaje de programacion
B enfocado en filogenética.

diversification ~ dnLognormal( ln(diversification_prior_mean) - diversification_prior_sd % diversification
moves.append( mvScale(diversification, weight = 1.0) )

S e « Basado en R

moves.append( mvSlide(relext, weight = 1.0) )

lambda := abs(diversification / (1 - relext))

o e et » Dinamico; permite construir
modelos complejos y especificar tus
fossLizat1on_prior. e < nuM_fossE1s  diverstficetion. prior_wean / {exp(diverstficotion prior_wean s pProplios priors

fossilization_prior_sd <- 2 x H

psi ~ dnLognormal( ln(fossilization_prior_mean) - fossilization_prior_sd * fossilization_prior_sd % 0.5, f

* Te obliga a pensar en tu modelo y
en tus priors.

moves.append( mvScale(psi, weight = 1.0) )

timetree ~ dnFBDP(
originAge = origin_time,
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1 MAP tree.tre
1 MCC tree.tre

~ params.log ﬁ

& tree.trees

B

B run_1 >

B

~ try_1_new align >

(0
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MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Convergencia: la cadena ha llegado o no a la distribuciéon posterior
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MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Convergencia: la cadena ha llegado o no a la distribuciéon posterior
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MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Mezcla (Mixing): 1a cadena esta muestreando eficientemente el espacio del parametro.



MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Mezcla (Mixing): 1a cadena esta muestreando eficientemente el espacio del parametro.
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MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Mezcla (Mixing): 1a cadena esta muestreando eficientemente el espacio del parametro.

@® [ ] Tracer
Trace Files: H Estimates A Marginal Density | Joint-Marginal A+ Trace
Trace File States Burn-In
primates_cytb_GTR... 1000 0 1
| s
+ |- Reload - U [] -
0.375- ] A V
Traces: [ I ]
Statistic Mean ESS M L a T
bi[32] 0.23 20 R — ! . .
bl[33] 6.383E-2 57 R o
bl[34] 6.563E-2 8 R L [ U I s . [
bl[35] 0.225 15 R el | U ' [ |
bi[36] 8.13E-2 R ' - [ | —
bl[37] 4266E-2 34 R 9 r L=
bl[38] 5235E-2 80 R ) . | | | | il ]
bl[39] 6.702E-2 35 R = . |
bl[40] 0.112 19 R g a : - 'L_J ]
blf41] 5879E-2 36 R Q
bi[42] 0.177 17 R tg 0-3257
bl[43] 0.233 14 R g
er[1] 3357E-2 11 R o) a -
er[2) 0.36 3 R pi J
er[3] 5361E-2 5 R & '
er[4] 2742E2 11 R a r
er[5] 0.478 3 R 0.31
er[6] 4.694E-2 12 R | !
p_inv 0.355 21 R i
pil2] 0.364 7 R
pi[3] 714562 5 R
pi[4] 0.211 21 R 02754 |
st{1] 9252E-2 9 R
st[2] 0.393 8 R
sr[3] 0.942 8 R ‘
STl 212 ® R 0 100 200 300 400 500 600 700 800 900 1000
TL 7.308 6 R State

Type: (Rleal (Dnt (C)at (T)ime *constant

Show Burn-in

Sample only

Draw line plot

Legend: None

~
v

Colour by: Trace

<>



MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

Mezcla (Mixing): 1a cadena esta muestreando eficientemente el espacio del parametro.
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MCMC en accion:

Como usuarios, ;como sabemos si nuestro MCMC esta funcionando bien?

o0 e
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Take aways/para llevar

* La inferencia bayesiana trata a los parametros de interés como variables
aleatorias.

* Cada variable aleatoria (parametro) puede ser estimada usando su
distribucion de probabilidad.

* La inferencia bayesiana se basa en el teorema de Bayes: Prior, likelihood,

marginal likelihood.
P(X | 6)P(6)

P(X)

* Las MCMC es un algoritmo que permite aproximar la probabilidad posterior
sin necesidad de calcular verosilimilitudes marginales.

PO | X) =
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¢, Preguntas?
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